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Аннотация. Обоснована актуальность разработки сервисов, способствующих подго-
товке тендерной документации, в части определения кода ОКПД 2 к формируемой заяв-
ке. Для решения задачи автоматической классификации заявок в соответствии с ОКПД 
2 разработан алгоритм системы сравнительного анализа моделей классификаторов, осу-
ществлена предобработка и запись в базу данных собранной информации в формате json. 
Разметка и подготовка данных для обучения моделей классификаторов осуществлена в 
среде PolyAnalyst. В качестве моделей многоклассовых классификаторов из библиоте-
ки Scikit-Learn выбраны наивный байесовский классификатор, SVM-классификатор и 
классификатор на основе случайного леса. В качестве векторизаторов выбрана модель 
TFIDF и word-haching. В качестве четвертого классификатора выбрана нейросетевая мо-
дель ruBert-base. Проведено обучение классификаторов и оценено качество их работы. 
По результатам валидации и тестирования лучшими оказались две модели: ruBert-base и 
модель наивного байесовского классификатора с векторизатором word-hashing. На ос-
нове результатов произведена тестовая классификация заявок.
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Abstract. As a result of the analysis, the relevance of developing services that contribute to the 
preparation of tender documentation, in terms of determining the OKPD 2 code for the generated 
application, is indicated. To solve the problem of automatic classification of applications in 
accordance with OKPD 2, an algorithm for the system of comparative analysis of classifier models 
was developed. Further, preprocessing was carried out, and the collected information was written 
to the database in json format. Labeling and preparation of data for training classifier models was 
carried out in the PolyAnalyst environment. As a result of the analysis, a naive Bayes classifier, 
an SVM classifier, and a random forest classifier were selected as models of multiclass classifiers 
from the Scikit-Learn library. The TFIDF and word-haching models were chosen as vectorizers. 
The ruBert-base neural network model was chosen as the fourth classifier. Classifiers were trained 
and the quality of their work was assessed. According to the results of validation and testing, two 
models turned out to be the best: ruBert-base and a model of a naive Bayes classifier with a word-
hashing vectorizer. Based on the results, a test classification of applications was made.
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Введение

Развитие современных информационных систем и технологий способствуют быстрому росту 
цифровизации во всех сферах государственного управления, в том числе и государственных заку-
пок. Основную роль в этом процессе играют цифровые платформы, поскольку именно они фор-
мируют среду электронного взаимодействия потенциальных заказчиков и поставщиков, являясь 
провайдером сферы электронных закупок. 

C 2016 года в России введена в эксплуатацию Единая информационная система (ЕИС) в сфере 
закупок [1]. ЕИС создана в целях информационного обеспечения контрактной системы в сфере 
закупок товаров, работ, услуг для обеспечения государственных и муниципальных нужд, закупок 
товаров, работ, услуг отдельными видами юридических лиц. 

В настоящее время процедуры проведения тендеров занимают ключевое место в работе отдела 
закупок компании. Большинство современных рекомендательных сервисов и систем [2–4] функ-
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ционируют на веб-площадках. К их числу относятся рекомендательные сервисы проведения тен-
деров [5], выбора тендеров с вероятностью оценки выигрыша участников тендера [6], проверки 
корректности тендерной документации [7] и др. 

Одним из важных этапов формирования электронной тендерной документации является про-
цедура формирования заявки и выбора соответствующего кодификатора из перечня ОКПД 2 – 
Общероссийского классификатора продукции по видам экономической деятельности. 

Стремительный рост различных секторов производства и расширение многообразия создава-
емых товаров, продуктов и услуг, а также перепрофилирование предпринимательской деятельно-
сти самостоятельного субъекта усложняют задачу точной идентификации продуктовых границ 
отраслевого рынка в рамках Общероссийских классификаторов видов предпринимательской де-
ятельности (ОКПД 2) [8]. 

По данным [9], ОКПД 2 содержит около 38 тысяч позиций. Столь большая величина затруд-
няет поиск и увеличивает временные затраты на его точное определение. 

Указание неправильного кода ОКПД 2, его незнание или несоответствие реальной экономи-
ческой деятельности коду ОКПД 2, указанному субъектом при регистрации, влечет множество 
нежелательных последствий, таких как определение ставки взносов при возникновении несчаст-
ных случаев; оформление патентов; потеря налоговых льгот, предоставляемых государством по 
некоторым видам экономической деятельности; блокирование платежей при внутренней бан-
ковской проверке; наложение высоких штрафных санкций при внесении ошибочного кода 
ОКПД 2 в Единую информационную систему в сфере закупок [10, 11]. 

Последнее подчеркивает актуальность разработки и внедрения рекомендательных сервисов 
проверки корректности заявки [12] в части выбора ОКПД 2 в системы электронного сопровожде-
ния корпоративного тендерного документооборота [13].

Анализ предметной области. В настоящее время рекомендательным системам посвящено мно-
жество работ российских и зарубежных ученых. 

Теоретико-методологические особенности рекомендательных систем, а также различные ха-
рактеристики и возможности методов прогнозирования в современных рекомендательных си-
стемах рассмотрены в [14, 15]. 

Подход совместной фильтрации, основанный на наивном байесовском классификаторе, изу-
чен в [16]. Предложенная в [16] байесовская модель не только предоставляет рекомендации, но и 
дает объяснения этим прогнозам. 

В [17] описана система, использующая кластеризацию и случайный лес в качестве многоуров-
невых стратегий для прогнозирования рекомендаций на основе оценок пользователей, ориенти-
руясь при этом на мышление пользователей и текущие тенденции. 

Решая предсказательную задачу моделирования динамических предпочтений пользователей 
на основе их исторического поведения, в [18] представлена глубокая двунаправленная последо-
вательная модель под названием BERT4Rec для последовательной рекомендации. При обучении 
модели применяется задача Cloze, которая предсказывает элементы, используя как левый, так и 
правый контекст. 

Влияние систем поиска и рекомендаций на продажи в электронной торговле изучено в [3]. В 
статье показано, как разные классы инструментов поиска и рекомендаций влияют на распреде-
ление продаж по продуктам, общий объём продаж и излишек потребителей. 

В [19] авторы рассматривают тематическую диверсификацию, новый метод, разработанный 
для баланса и диверсификации персонализированных списков рекомендаций, чтобы отразить 
полный спектр интересов пользователя. Согласно [19] алгоритмы диверсификации использует 
Amazon для улучшения своих рекомендаций. 

В [20] решается задача многоклассовой классификации слаботоксичного образовательного 
контента онлайн школ с использованием нейросетевой модели RoBERT.
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В [21], опираясь на информационно-методическое обеспечение [22] на основе нейронной се-
ти трансформера, разрабатывается метод многоклассовой классификации угроз.

В [23] и [24] рассмотрены системы на основе моделей классификации транспортных данных в 
части определения состояния качества дорог. В качестве моделей взяты классификаторы SVM и 
наивного байеса.

В [25] изучены методы машины опорных векторов и латентно-семантический анализ с раз-
личными векторизаторами для построения модели многоклассовой классификации слабострук-
турированных текстовых документов. 

В [26] выполнен подробный обзор подходов интеллектуального анализа текстов на русском 
языке.

Проведенный анализ свидетельствует о том, что модели классификаторов на основе наивного 
байесовского алгоритма, машины опорных векторов, случайного леса и нейросетевые алгорит-
мы, такие как BERT, широко используются в различных информационных системах, связанных 
с фильтрацией и классификацией веб-контента.

Постановка задачи. Цель настоящей работы – в исследовании современных программных ме-
тодов классификации для определения наиболее точной модели классификации применительно 
к задаче классификации заявки тендерной документации к соответствующему классификатору 
из ОКПД 2. Данную модель классификации в последующем предполагается использовать в раз-
работке рекомендательного сервиса, помогающего специалисту в сфере закупок по информации, 
содержащейся в подготавливаемой к тендеру заявке, быстро и точно определить соответствую-
щий ей код первого уровня ОКПД 2. 

Сервис планируется использовать совместно с Единой информационной системой в сфере 
закупок (портал https://zakupki.gov.ru/). 

В рамках исследования планируется разработать краулер для сбора данных, осуществить сбор 
данных с портала ЕИС, произвести подготовку и разметку данных с использованием программ-
ных методов, построить и осуществить сравнительный анализ четырех моделей мультиклассо-
вой классификации: наивного байесовского классификатора (Naive Bayes), классификатора на 
основе алгоритма случайного леса (Random Forest), классификатора на основе машины опор-
ных векторов (SVM) и нейросетевой модели ruBERT (Bidirectional Encoder Representations from 
Transformers) [27]. Общее количество классов – 88. В качестве векторизаторов планируется рас-
смотреть два метода – TFIDF и word hashing [28].

Основная часть

Построение плана исследования целесообразно начать с разработки обобщенного алгоритма 
системы сравнительного анализа моделей классификаторов. Алгоритм в общем виде состоит из 
процедур, представленных на рис. 1.

На первом этапе осуществляется сбора данных заявок. Для этих целей разработан краулер на 
языке Python3 с использованием библиотеки Requests. С помощью разработанного краулера осу-
ществлен сбор заявок закупок с портала https://zakupki.gov.ru (рис. 2).

Информация о закупках доступна по гостевому доступу (рис. 3) и хранится на  FTP-сервере 
(ftp://ftp.zakupki.gov.ru) в виде дампов в формате xml в директории fcs_regions (рис. 4).

Сбор данных осуществляется по следующему алгоритму: 1) краулер заходит на ftp-сервер под 
гостевым доступом в директорию fcs_regions; 2) проходит по регионам и загружает RETR-запро-
сом по очереди каждый xml-файл закупок в память; 3) «на лету» из памяти осуществляет парсинг 
метаданных, содержащихся в xml-файле, преобразуя их в json в соответствии с заданной структу-
рой; 4) записывает json в базу данных; 5) удаляет xml-файл из памяти; 6) переходит к следующему 
по очереди xml-файлу закупок. 
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Рис. 1. Схема обобщенного алгоритма системы сравнительного анализа моделей классификаторов

Fig. 1. Scheme of the algorithm of the system for comparing classifier models

Рис. 2. Портал zakupki.gov.ru

Fig. 2. Portal zakupki.gov.ru

Цикл повторяется до тех пора, пока все метаданные заявок закупок не будут загружены в базу 
данных. 

Структура json-файла закупок в базе данных представлена на рис. 5. 
На втором этапе осуществляется парсинг лотов заявок в базе данных и перевод json в csv-фор-

мат с использованием скрипта, написанного на Python3, и загрузка csv в систему PolyAnalyst. 
В результате парсинга json формируется следующая структура csv файла метаданных закупок: 
id – номер заявки на ftp-сервере портала zakupki.gov.ru; number – реестровый номер извеще-
ния; reg – место подведения итогов; publish data – дата публикации заявки на портале ЕИС; 
purchaseResponsible – наименование организации заказчика; maxPrise – максимальная цена кон-
тракта закупки; purchaseObjectInfo – информация о закупках; name_purchaseObject – наимено-
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Рис. 3. Окно гостевого доступа к серверу ftp://ftp.zakupki.gov.ru

Fig. 3. Guest access window to the ftp://ftp.zakupki.gov.ru server

Рис. 4. Директории ЕИС на сервере ftp://ftp.zakupki.gov.ru

Fig. 4. Data directories on the ftp server ftp://ftp.zakupki.gov.ru

вание объекта закупок; OKPD2_codes – код ОКПД2; OKPD2_names – наименование ОКПД2; 
OKPD_codes – код ОКПД; OKPD_names – наименование ОКПД; KRTU_codes – код КРТУ; 
KRTU_names – наименование КРТУ. 

Структура csv файла закупок zakupki_all.csv для загрузки в систему PolyAnalys для последую-
щей обработки и разметки (рис. 6).

На третьем этапе в среде Polyanalyst [29] выполняется обработка и разметка данных. Графиче-
ское представление вычислительного скрипта представлено на рис. 7. 

Вычислительный скрипт содержит следующие узлы:  
1) узел производные колонки sum text – в данном узле формируется новое поле sum text путем 

объединения информации из смежных пяти полей: 
sum text = [purchaseObjectInfo] + "\n" + [name_purchaseObject] + "\n" + [OKPD2_names] + "\n 

"+ [OKPD_names] + "\n" + [KTRU_names];
2) узел модификации колонок – в данном узле идет переименование поля sum text в поле 

description; 
3) узел CRC – в данном узле каждой уникальной строке присваивается уникальный номер;
4) узел обработки уникальных описаний – в данном узле по номерам CRC устраняются ду-

бликаты записей, с помощью фильтра русского языка данные отфильтровываются от любых дру-
гих иностранных слов, устраняются орфографические ошибки и «ё» заменяется на «е»;

5) узел объединения – в данном узле формируется исправленный текст с присвоением ему 
CRC;

6) узел фильтрации строк – в данном узле удаляются пустые поля description, т. е. те поля, в 
которых нет описания заявки;

7) узел zakupki_clean.csv – исправленный и размеченный классификаторами ОКПД и ОКПД2 
текст сохраняется в csv.

На четвертом этапе осуществляется разработка и сравнение моделей классификаторов на 
языке Python 3. Количество классов ОКПД 2 – 88, т. к. классификация осуществляется только 
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Рис. 5. Структура метаданных заявки в базе данных

Fig. 5. Json file of purchases in the database

по первому уровню. Предобработка табличных размеченных данных zakupki_clean.csv осущест-
вляется с использованием библиотеки Pandas, лемматизация текста – с использованием библи-
отеки pymystem3, сериализация и десериализация объектов (запись, чтение и загрузка дампов) 
– с использованием модуля picle, фильтрация стоп-слов с помощью библиотеки nltk, очистка 
текста от лишних пробелов и знаков препинания осуществляется с помощью регулярных вы-
ражений. Модели многоклассовых классификаторов MultinominalNB (наивный байесовский 
классификатор), SGDClassifier (машина опорных векторов), StreamingRFC (случайный лес), а 
также TFIDF векторизатор импортируются из библиотеки sklearn. Векторизатор word hashing 
создается на основе триграмм с использованием функции permutations из библиотеки itertools. 
Модель нейросетевого классификатора на основе ruBert-base от Сбербанка [29] с токинезато-
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Рис. 6. Структура csv файла закупок (zakupki_all.csv) в PolyAnalyst

Fig. 6. csv-file (zakupki all.csv) in PolyAnalyst

Рис. 7. Вычислительный скрипт обработки данных в PolyAnalyst

Fig. 7. Data processing script in PolyAnalyst

Рис. 8. Характеристики модели MultinominalNB с TFIDF

Fig. 8. Characteristics of the MultinomialNB model with TFIDF
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Рис. 9. Характеристики модели MultinominalNB с word hashing

Fig. 9. Characteristics of the MultinomialNB model with word hashing

Рис. 10. Характеристики модели SGDClassifier с TFIDF

Fig. 10. Characteristics of the SGDClassifier model with TFIDF
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Рис. 11. Характеристики модели SGDClassifier с word hashing

Fig. 11. Characteristics of the SGDClassifier model with word hashing

Рис. 12. Характеристики модели StreamingRFC с TFIDF

Fig. 12. Characteristics of the StreamingRFC model with TFIDF
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Рис. 13. Характеристики модели StreamingRFC с word hashing

Fig. 13. Characteristics of the StreamingRFC model with word hashing

ром BertTokenizer импортируется из библиотеки transformers. В качестве метрик качества клас-
сификаторов используются Accuracy, Recall, Precision и мера F1. Количество эпох обучения для 
каждого классификатора – 10.

Результаты обучения моделей классификаторов MultinominalNB, SGDClassifier, StreamingRFC, 
с векторизаторами TFIDF и word hashing на пяти эпохах с указанными метриками качества пред-
ставлены на рис. 8–13. Маркером и шрифтом выделены лучшие значения на трейне и валидации.

Лучшие метрики обучения нейросетевой модели классификатора на основе ruBert-base соот-
ветствуют седьмой эпохе, они представлены на рис. 14–17.

Лучшей среди четырёх представленных выше моделей классификаторов оказалась модель 
классификатора ruBert-base. В сравнении с моделью классификатора на основе наивного байеса 
с векторизатором word hashing на валидационной выборке (см. табл. 1), она показала результаты 
в среднем на 15 % выше.

Таблица 1
Сравнение MultinominalNB + word hashing с ruBert-base

Table  1
Comparison of MultinominalNB + word hashing with ruBert-base

Accuracy Precision Recall F1

MultinominalNB с word hashing
Train 0.5588 0.4553 0.4508 0.4244

Val 0.4662 0.4117 0.4032 0.3817

ruBert-base
Train 1 1 1 1

Val 0.7141 0.5802 0.5815 0.5760
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Рис. 14. Метрика Accuracy модели классификатора ruBert-base

Fig. 14. Accuracy metric of ruBert-base classifier model

Рис. 15. Метрика Precision модели классификатора ruBert-base

Fig. 15. The Precision metric of the ruBert-base classifier model
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Рис. 16. Метрика Recall модели классификатора ruBert-base

Fig. 16. Recall metric of ruBert-base classifier model

Рис. 17. Метрика F1 модели классификатора ruBert-base

Fig. 17. F1 metric of ruBert-base classifier model
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Худшие результаты классификации показал алгоритм случайного леса, основные метрики 
качества не превысили 1 %. Это можно объяснить тем, что при решении задач многоклассовой 
классификации с большим количеством классов и обучающей выборкой случайный лес исполь-
зует множество деревьев: каждому дереву в лесу передаются одни и те же входные данные, на 
основании которых оно должно вернуть свое предсказание. После чего также происходит голо-
сование на полученных прогнозах. Весь этот процесс занимает много времени. Процесс разделе-
ния классов повторяется с использованием «жадной», рекурсивной процедуры, пока дерево не 
достигнет максимальной глубины, или в каждом узле не останутся только образцы одного класса. 
Выращивание деревьев такой размерности затратная процедура как по времени, так и по вычис-
лительной мощности. Что подтвердилось в ходе обучения: уже на второй эпохе алгоритм случай-
ного леса с векторизатором word hashing затратил на обучение более 12 часов.

Тестирование классификаторов в режиме предсказывания класса заявки в соответствии с пер-
вым уровнем классификатора ОКПД2 (см. табл. 2) показало, что лучшие результаты продемон-
стрировали наивный байесовский классификатор и ruBert-base.

Таблица 2
Результаты тестирования классификаторов в режиме предсказывания кода заявки из ОКПД2

Table  2
Results of testing classifiers in the order code prediction mode from OKPD2

Текст
SVM MultinominalNB StreamingRFC

ruBert-
base

ОКПД 
2

TFIDF W-hash TFIDF W-hash TFIDF W-hash

Текущий ремонт помещений 27 45 41 43 49 49 43 43

Поставка песка  
и гравия природного

28 14 8 8 49 62 8 8

Закупка персональных  
компьютеров

27 14 26 26 49 49 26 26

Закупка медицинских масок 32 13 14 32 49 80 14
32,21, 
(14)

На оказание услуг  
автомойки для автомобилей 
Федерального бюджетного 
учреждения здравоохране-

ния «Центр гигиены  
и эпидемиологии  

в Камчатском крае»

74 71 20 45 62 80 45 45

Таким образом, на основе сравнительного анализа определено, что для рекомендательной 
системы по предсказанию кодов классификатора ОКПД 2 по тексту заявки целесообразнее ис-
пользовать модели многоклассовой классификации на основе наивного байесовского алгоритма 
с векторизатором word hashing и нейросетевую модель ruBert-base.

Выводы

Осуществлена разработка и проведено сравнение моделей многоклассовых классификаторов 
для построения рекомендательной системы, используемой при подготовке заявок на портале 
ЕИС в сфере закупок https://zakupki.gov.ru/. Модели классификаторов обучались на данных, со-
бранных с портала ЕИС. 

В ходе сравнительного анализа хорошие результаты продемонстрировали модель наивного 
байесовского классификатора с векторизатором word hashing и модель ruBert-base. Метрики ка-
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чества на модели наивного байесовского классификатора на валидационной выборке составили: 
accuracy = 0.4662, precision = 0.4117, recall = 0.4032, F1 = 0.3817. Метрики на модели ruBert-base 
составили: accuracy = 0.7141, precision = 0.5802, recall = 0.5817, F1 = 0.5760. В результате тести-
рования классификаторов в режиме предсказывания кода заявки из ОКПД 2 на наборе из пяти 
примеров классификатор на основе наивного байеса с векторизатором word hashing отработал без 
ошибок, классификатор ruBert-base на четвертом примере определил класс неточно. Исходя из 
результатов сравнительного анализа, данные две модели классификаторов предлагается исполь-
зовать для построения рекомендательной системы. 

В дальнейшем планируется рассмотреть широкий класс нейросетевых моделей трансформер-
ной архитектуры, такие как gpt [30], gpt-2 [31], gpt-3 [32], roBert [33], megatronBert [34] и др. Также 
планируется реализовать все уровни классификатора ОКПД2. 

Подобные подходы позволят расширить функции существующих электронных торговых пло-
щадок в части развития широкого класса рекомендательных сервисов [35, 36] для интеллектуаль-
ного анализа тендерной документации в сфере закупок.
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