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Рассмотрена система прогнозирования аварийных и предаварийных си-
туаций при вождении транспортного средства с использованием модели IDAS 
(интеллектуальная система помощи водителю). Система IDAS основана на 
комбинации длинной и кратковременной памяти (через рекуррентную ней-
ронную сеть) и быстро реагирующей системы на базе контроллера нечеткой 
логики. Оценена эффективность комбинации нейро-нечеткого контроллера и 
рекуррентной нейронной сети. Разработаны алгоритм прогнозирования ава-
рийных ситуаций и программное обеспечение для тестирования модели на 
видеозаписях с видеорегистраторов. Созданная модель позволяет определить 
аварийную ситуацию не менее чем за секунду до ее начала. Эффективность 
представленного подхода основана на данных с камер видеорегистраторов.  
В качестве тестовых данных использовано 1730 видеозаписей лаборатории 
VSLab с видеорегистраторов в Тайване. Создан мобильный прототип системы 
прогноза аварийных ситуаций на базе мини-компьютера Raspberry Pi 3.

Ключевые слова: машинное зрение, искусственный интеллект, глубокое обуче-
ние, нейронные сети, кластеризация, рекуррентные нейронные сети.

Ссылка при цитировании: Федоров А.В., Шкодырев В.П., Барсуков Н.Д. Cистема 
ситуационного управления и контроля плохо формализуемых сценариев ди-
намических сцен // Научно-технические ведомости СПбГПУ. Информатика. 
Телекоммуникации. Управление. 2018. Т. 11. № 3. С. 20–28. DOI: 10.18721/
JCSTCS.11302

SYSTEM FOR SITUATION MANAGEMENT AND CONTROL  
OF BAD FORMALIZED SCENARIOS OF DYNAMIC SCENES

A.V. Fedorov, V.P. Shkodyrev, N.D. Barsukov
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St. Petersburg, Russian Federation

The article considers a system for forecasting emergency situations when driving 
a vehicle using the IDAS (intelligent driver assistance system) model. The IDAS 
system is based on a combination of long and short-term memory (via recurrent 
neural network) and a fast-reacting system based on a fuzzy logic controller. We have 
evaluated the efficiency of combining a neuro-fuzzy controller and a recurrent neural 
network. We have developed an algorithm for forecasting emergencies, as well as 
software for testing the model on video recordings from DVRs. The effectiveness of 
the proposed approach has been proved on data from dash-cameras. The final time 
before the accident is near one second before any type of road accident. We have 
created a mobile prototype for the system for forecasting emergency situations based 
on the Raspberry Pi 3 mini-computer.
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Введение

Данное исследование сосредоточено на 
создании системы предсказания аварий-
ных ситуаций при управлении транспорт-
ным средством; основное назначение раз-
работки – вернуть транспортное средство 
в исходное, нормальное состояние, при 
возникновении штатных и нештатных си-
туаций, повседневно возникающих на до-
роге при вождении транспортных средств. 
Главный критерий управления такими си-
стемами – снижение неопределенностей в 
системе управления. Несмотря на большой 
скачок в развитии современных технологий 
и алгоритмов искусственного интеллекта, 
даже автономные транспортные средства 
Google’sself-drivingcar и Tesla все еще по-
падают в аварии, где в большинстве слу-
чаев виноваты другие участники дорожного 
движения [1]. Кроме того, по статистике 
только в США каждый день погибает по-
рядка 90 человек в результате ДТП [2]. Для 
того чтобы избежать этих несчастных слу-
чаев предлагается способ для определения 
на основе данных с автомобильных видео-
регистраторов предаварийных ситуаций и 
предоставления водителю предупреждаю-
щего сигнала за несколько секунд до воз-
никновения аварии.

Цель исследования – разработка и изуче-
ние системы контроля дорожной ситуации 
на основе гибридной модели нейронной 
сети с применением алгоритма глубокого 
обучения для распознавания и прогнозиро-
вания плохо структурированных потоковых 
событий в условиях неопределенности при 
вождении транспортного средства.

Нейросетевая адаптивная система  
прогнозирования нештатных ситуаций

Для построения алгоритма поиска не-
штатных ситуаций взято исследование 
[3]. Входными данными для алгоритма 
являются: описание текущей ситуации 

1 2{ , , …, },nT t t t=  включающее n значений 
параметров, характеризующих проблему 
абонента; BC – непустое множество НС; 

1 2{ , , …, }= nW w w w
 
– веса или коэффици-

енты важности параметров; M – количество 
рассматриваемых НС из БЗНС; K – поро-
говое значение степени сходства. Выходные 
данные: множество НС SC, которые имеют 
степень сходства больше (или равную) по-
рогового значения K. 

Суть поиска схожей нештатной ситуа-
ции заключается в определении дистанции 
параметров текущей ситуации с параметра-
ми ситуаций, заложенных в базу знаний, 
умноженных на вес, определяющий значи-
мость данного признака:

2

1

( )( , ) ( ) .jC T
j i i i

i

D T C w x x
=

= −∑

После определения схожести параме-
тров определяется максимально прибли-
женная ситуация. Если при этом степень 
схожести будет ниже порогового значения, 
то данная ситуация будет считаться новой:

( , ) (1 –  / ) *100 %.
jC T MAXS Cj T D D=

Если текущая ситуация не подходит ни 
под одно описание НС, то текущая ситуа-
ция передается на вход нейро-нечеткого 
модуля (механизм работы алгоритма при-
веден на рис. 1). Нейро-нечеткий модуль 
реализован на основе нейросети NNFLC 
(Neurons Network Fuzzy Logic Controller) 
или ННК (нейро-нечеткий контроллер).

NNFLC – нечеткий контроллер на 
основе НС. Структурно NNFLC – это 
многослойная сеть прямого распростране-
ния сигнала, реализующая принципы ней-
росетевой базы знаний, причем различные 
слои выполняют разные функции. Система 
NNFLC позволяет представить нечеткие 
продукционные системы классификации 
типа Max-Min или типа Takagi-Sugeno в 
форме ИНС. При проектировании возни-
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кает четырехслойная нечеткая FF-сеть, в 
которой каждый слой образуется нейрона-
ми определенного типа. Веса связей либо 
постоянны, либо варьируемы в процессе 
обучения. Путем использования различных 
алгоритмов обучения могут варьироваться 
как свободные параметры, так и структура 
нейросети, причем в реальном времени.

Модель NNFLC выглядит следующим 
образом.

Слой 1 (входные термы): 

2
(1) 2( )

exp * .
2

( ) i i
i i

x c
y x

 −
= − σ 

 

Слой 1 представляет собой функции 
принадлежности, которые реализованы как 
радиальные базисные нейроны.

Слой 2 (правила):

( )1(2) (1)
1min , …, .i ny y y =  

Слой 2 моделирует И–условия правил. 
Слой 3 (выходные термы):

(3) (1) (1)
1max , …, .i ny y y =  

Слой 3 представляет собой ИЛИ–
комбинацию правил. В режиме обучения 
данный слой перенастраивает параметры 
функций принадлежности выходных пере-
менных, а в рабочем режиме формирует 
значение выхода. 

Слой 4 (выход).
В рабочем режиме нейроны выполняют 

дефаззификацию:

(4) (3)* * ,ij
i ji i

j jij

w
z w y

w
= ∑ ∑

а в режиме обучения это дополнительный 
вход, позволяющий настроить функцию 
принадлежности выходной переменной.

Структура АС NNFLC инициализиру-
ется по принципу формирования полной 
матрицы правил: 

1 ( ).n
i iT x== Π τ

В ходе исследования разработано 

Рис. 1. Алгоритм поиска нештатной ситуации

Fig. 1. The alarms search algorithm

(3)

(4)

(5)

(6)

(7)
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математико-программное обеспечение 
нейросетевой БЗ. Описана разработанная 
библиотека программ – правил принятия 
решений. Программа разработана в трех 
вариантах. Первый вариант работает с про-
мышленными контроллерами (например, с 
химической станцией) и умеет определять 
нештатные ситуации в зависимости от дан-
ных с датчиков. Вторая версия программы 
разрабатывалась для определения нештат-
ных ситуаций на дороге, разработка велась 
на языке Java. Программа умеет определять 
подключаемое видеоустройство и приме-
нять алгоритм обнаружения объектов и их 
классификации с последующим опреде-
лением нештатной ситуации и выводом 
действия, которое нужно предпринять во-
дителю. Третья версия программы включа-
ет в себя адаптацию под микрокомпьютер 
Raspberry Pi 3B, а стандартная модель Ten- Pi 3B, а стандартная модель Ten-Pi 3B, а стандартная модель Ten- 3B, а стандартная модель Ten-B, а стандартная модель Ten-, а стандартная модель Ten-Ten-
sorflow была дополнена собственноручно 
обученной нейронной сетью на основе 1730 
видеозаписей лаборатории VSLab с видео-
регистраторов в Тайване. Пример работы 
программы приведен на рис. 2.

Сначала определяется наличие двигаю-
щихся объектов и выделяется область во-
круг них при помощи алгоритма SURF и 
DBSCAN, далее RNN определяет, к чему 
относится данный объект, и при помощи 
NNFLC определяется тип нештатной си- определяется тип нештатной си-
туации и вывод принимаемого решения.

Рекурсивная нейронная сеть была реа-
лизована при помощи LSTM-ячеек. Идея 
использовать LSTM-ячейки для прогнози-
рования аварий встречается в публикаци-
ях [7, 8]. В работе [7] исследована зависи-
мость аварий от внешней среды, например 
от погодных условий, а в [8] предпринята 
попытка предугадать маневр водителя за 
несколько секунд до его выполнения. Цель 
нейронной сети состоит в том, чтобы как 
можно раньше предсказать будущую аварию 
с учетом наблюдений 1 2 ,( , , ...    ) |tx x ytx <  
до того, как авария произойдет в ка-
дре y. T – количество фреймов на видео, 

jy  – маркер аварии для jv
 
видео. Стандарт-

ная RNN – это особый тип сети, прини-
мающий последовательность наблюдений 

1 2 ), , .( .., tx x x  в качестве входных данных и 

Рис. 2. Принцип работы алгоритма в течение времени  

Fig. 2. Algorithm’s principle of operation over time 
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выводящий последовательность изученных 
скрытых представлений 1 2, , ..., ,( )thh h  где th  
кодирует наблюдения последовательности 

1 2 ., , .( .., )tx x x  Определение опасного объ-
екта на изображении ведется при помощи 
алгоритма SURF и метода кластеризации 
DBSCAN. Основной недостаток данного 
подхода – большая сложность в опреде-
лении границ объекта. Возможным реше-
нием этой проблемы является применение 
Non-Maximum Suppression (NMS) Object 
Detection, как описано в статье [9].

Скрытое представление c LSTM генери-c LSTM генери- LSTM генери-LSTM генери- генери-
руется рекурсивным уравнением: 

1( , ) LSTM( , , ).t t t t th c x h c−=

Принцип работы LSTM-ячейки показан 
на рис. 3. На рисунке обозначено входной 
вектор tx  во время t, th  – вектор скрытого 
состояния во время t, tW  – матрица весов, 
применяющаяся к входу, hW – матрица ве-
сов в рекуррентных соединениях, b – век-
тор свободных членов.

На каждом входе ,tx  имея скрытое 
представление 1th −  и состояние ячейки 1,tc −  
последовательно вычисляются:

'
1tanh(   ),t xc t hc t cс W x W h b− ′= + +

1у (   ),t xi t hi t ii W x W h b−= + +

1у (   ),t xf t hf t ff W x W h b−= + +

1у (   ),t xo t ho t oo W x W h b−= + +

1 ,'t t t t tc f c i c−= + 

tanh( ),t t th o c= 

где '
tс  и tc  – ячейки памяти, ti  – входной 

гейт, tf  – забывающий гейт, tо  – выходной 
гейт. Принцип построения и объединения 
LSTM-ячеек в нейронной сети аналогичен 
описанной модели в [10]. Таким образом, 
оптимальное количество ячеек было выбра-
но равным 512. Подробно механика работы 
LSTM изложена авторами в [11].

Оценка эффективности ННК

Оценка эффективности ННК (нейро-
нечеткого контроллера) проводилась по 
таким критериям, как точность, скорость 
обучения, количество обрабатываемых пра-
вил, скорость принятия решений. Тести-
рование системы производилось на ПК с 
процессором Corei7 и 16 Гб оперативной 
памяти. Тестирование проводилось в про-
граммной среде Matlab, также для сравне-Matlab, также для сравне-, также для сравне-
ния были реализованы на языке Java ней-
росети NNFLC и ANFIS. 

Для тестирования была создана мо-
дель химической станции, в которой од-
новременно обрабатывались данные с 45 
сенсоров и актуаторов. Моделирование 
НС ANFIS также проводилось в Toolbox 
Matlab. Система базы правил первоначаль-
но была разработана на основе модифици-
рованного ANFIS-метода, реализованного 
в базовом пакете программ Matlab. ANFIS 
показал свою несостоятельность при мас-
штабировании модели, т. к. при количестве 
параметров больше 70 расчеты было невоз-
можно проводить из-за закрытия програм-
мы Matlab. Основные отличия состоят в 
том, что в Matlab можно задать ограничен-
ное число правил, при превышении числа 
правил система не справляется с нагрузкой. 
Проблема ANFIS toolbox состоит в том, что 
для семи термов и всех сочетаний правил 
система выполняет переобучение за дли-
тельный период времени. Например, для 
6804 правил время обучения модели зани-
мает 6 мин на современной машине ЭВМ, 
что неприемлемо для подобного рода про-
блем с таким небольшим набором данных. 
Для более быстрого обучения использо-
вались нейро-нечеткие системы на языке 

Рис. 3. Модель LSTM: 
входной гейт i, гейт забывания f и выходной гейт o, 

h – скрытое представление, с – ячейка памяти

Fig. 3. LSTM model:
the input gate i, the forgetting gate f and output gate o, h 

– are a hidden representation, с – is a memory cell

(8)

(9)

(9)
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программирования Java и Python, которые 
можно легко конфигурировать и обучать  
[5, 6].

Оценка эффективности гибридной НС  
на основе ННК и рНС

При обучении модели РНС (рекуррент-
ной нейронной сети) были применены и 
выведены эмпирическим путем следующие 
параметры.

Параметры алгоритма обучения:1. 
коэффициент скорости обучения  •

(learningrate) – 0,0001;
количество «эпох» (циклов) – 30; •
размер батч-пакета (–size) для батч- •

нормализации – 10.
Параметры сети:2. 
входное количество параметров –  •

4096; 
количество объектов для каждого  •

изображения (включая функции изображе-
ния) – 20; 

 количество скрытых слоев LSTM •  
(длительная краткосрочная память) – 512;

встроенные особенности изображе- •
ния – 256; 

встроенные особенности объектов –  •
256;

количество классов (есть аварийная  •
ситуация или нет) – 2; 

количество кадров в каждом видео –  •
100.

На основе данных параметров, а также 
1730 видеозаписей были проведены обуче-
ние и тестирование нейронной сети. Про-
цесс обучения на ПК с Corei7 2,8 ГГц и  
30 Гб оперативной памяти занял 8 ч.

Подготовив модель, необходимо адек-
ватно оценить ее качество. Для этого вве-
дены следующие понятия:

TP (True Positive) – истинно- •
положительный. Классификатор решил, 
что авария произойдет, и она произошла.

FP (False Positive) – ложноположи- •

Рис. 4. Сравнение результатов классификации разных моделей

Fig. 4. Comparison of classification results for different models
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тельный. Классификатор решил, что авария 
произойдет, но она не произошла. Это т. н. 
ошибка первого рода. Она не так страшна, 
как ошибка второго рода. 

0{ }.T Hαα = ∈ Ω� │

TN (True Negative) – истинно- •
отрицательный. Классификатор решил, что 

авария не произойдет, и она произошла.

1 1( ) { | },H T Hαβ = ∉ Ω
где αΩ  – критическое множество наименее 
вероятных значений T; H0 – нулевая гипоте-
за; H1 – альтернативная гипотеза (не H0).

Сравнение результатов классификации 
разных моделей показано на рис. 4.

Таким образом, получились следующие результаты:

TP TN FP( )α FN( )β

Гибридная НС 120 221 77 41
Гибридная НС + ННК 130 241 57 31
ННК 65 150 148 96
НС + inception graph 90 190 108 71

Рис. 5. График зависимости Precision v.s. Recall (PR)

Fig. 5. Dependency graph Precision v.s. Recall (PR)

(10)

(11)

Как мы видим, гибридная НС в связ-
ке с NNFLC имеет наилучшие результаты: 
ошибка второго рода в три раза меньше, 
чем в случае обычной модели на основе 
NNFLC, и более чем в два раза лучше, чем 
нейронная сеть на основе стандартной мо-
дели для определения автомобилей.

Основные научные  
и практические результаты

Обучение и тестирование модели гибрид-
ной сети проводилось на основе записей с 
видеорегистраторов от компании VSLab в 
Тайване, всего было предоставлено 1730 за-
писей по сто кадров в каждом с разрешени-
ем 720 p [4]. Данный набор видеозаписей и 
послужил данными для апробации модели.

На рис. 5 приведены графики, получен-
ные в результате тренировки модели и те-

стового прогона на основе тестовой выбор-
ки. Первый график показывает зависимость 
Precisionv.s. Recall (PR). Второй график по-.s. Recall (PR). Второй график по-s. Recall (PR). Второй график по-. Recall (PR). Второй график по-Recall (PR). Второй график по- (PR). Второй график по-PR). Второй график по-). Второй график по-
казывает среднее время до момента аварии 
Time-to-Accident для различной полноты 
Recall (ToAR). Как видно из графика, ме- (ToAR). Как видно из графика, ме-ToAR). Как видно из графика, ме-). Как видно из графика, ме-
тод способен в среднем предсказывать ава-
рию за 0,38 с до того момента, когда она 
произойдет, с вероятностью равной 0,62 и 
80 % полнотой (отношение верно угадан-
ных объектов класса ко всем представите-
лям этого класса).

В ходе работы над проектом разработан 
прототип мобильной системы на основе 
обученной модели гибридной сети вместе 
с ННЛК (рис. 6). В роли вычислительной 
машины выступает мини-компьютер Rasp-Rasp-
berry Pi 3 с 1 Гб оперативной памяти и 
ARM-процессором 1,5 ГГц.
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Заключение

Разработаны программные модули обу-
чения, тестирования и применения иерар-
хической рекуррентной нейронной сети 
для предсказания аварий при помощи ал-
горитмов и моделей глубокого обучения. 
Проведено комплексное имитационное 
моделирование различных аварийных си-
туаций на тестовых данных – видеозаписей 
с видеорегистраторов. Разработан прототип 

для считывания видеопотока и обработки 
на мобильном компьютере Raspberry Pi 3. 
Для данного исследования был подготов-
лен набор данных для обучения нейронной 
сети, состоящий из 1730 видеозаписей, и 
разработана система контроля дорожной 
ситуации на основе гибридной модели 
нейронной сети. Разработанная модель по-
казала приемлемые результаты на тестовых 
данных, но требует большего количества 
данных и дальнейшего улучшения. 

Рис. 6. Прототип мобильной системы прогноза нештатных ситуаций  
на основе мини-компьютера Raspberry Pi 3

Fig. 6. The prototype of a mobile system for predicting emergency situations based  
on the Raspberry Pi 3 mini-computer
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